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POTENCJAL BIG DATA W BADANIACH SPOLECZNYCH

Problematyke podjeto z powodu epistemologicznych ,,obietnic”, pojawiajacych si¢
wérod entuzjastow Big Data. Przedyskutowano mozliwosci wykorzystania Big Data
jako metody czy techniki badan spotecznych. Krytycznej ocenie poddano wspomniane
,obietnice” oraz popularne w §rodowisku Big Data hasta o §mierci ekspertoéw. Wnioski
dotycza szans i zagrozen poznawczych, szczegdlnie w naukach spolecznych. Uznano,
ze stosowanie Big Data moze by¢ narzedziem poznania $wiata w roznych dziedzinach
zycia. Niezbedne jest jednak podejscie sceptyczne. Dla socjologéw poznawanie same-
go zjawiska przedstawiono jako cenne dla rozumienia spoteczenstwa informacyjnego.
Wskazano takze mozliwy kierunek przysztych badan Big Data.

Glowne pojecia: Big Data; epistemologia; metody badan spotecznych; spoteczen-
stwo informacyjne.

Wstep

Big Data to zjawisko definiowane jako uktad ztozony z: danych o okreslo-
nych wlasnosciach, metod przechowywania ich i przetwarzania, technik zaawan-
sowanej analizy danych oraz potrzebnego Srodowiska i sprzetu informatycznego
(Przanowski 2014). Rosngca ilo$¢ danych i coraz wicksze zainteresowanie ich
wykorzystaniem sktania nas do zajecia si¢ ta problematyka. Entuzjasci Big Data
sadza, ze zjawisko to doprowadza do przetomu cywilizacyjnego porownywal-
nego z wynalezieniem Internetu, maszyny parowej czy druku (Cukier i Mayer-
-Schonberger 2014; Minelli, Chambers i Dhiraj 2013). Przetom ten zachodzi¢ ma
przede wszystkim w metodach i mozliwo$ciach poznania §wiata. Za Big Data
stoja cztery epistemologiczne ,,obietnice”: jakoby pozwala ujac cato$¢ problemu
i zapewni¢ pelne wsparcie decyzjom; do uzyskania warto$ciowych wynikéw nie
sg potrzebne przedmiotowe teorie, ani stawianie hipotez; poniewaz dane mowig
same za siebie, nieobcigzone zbgdng teorig, to wyniki analiz sg znaczace i zgod-
ne z prawda o §wiecie; wyniki analiz, niezaleznie od przedmiotu, moze interpre-
towac kazdy posiadajacy rozeznanie w statystyce (Kitchin 2014: 4). Poniewaz
te ,,obietnice” wydaja si¢ bardzo kontrowersyjne, przyjrzymy si¢ tytulowemu
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zjawisku jako potencjalnej metodzie oraz technice badan spolecznych, a posred-
nio uczynimy je samo przedmiotem zainteresowania nauk spotecznych.

Jak sugerujg entuzjasci, Big Data to ,,rewolucja, ktéra zmieni nasze my-
$lenie, zycie i pracg” (Cukier i Mayer-Schonberger 2014). Temat uznajemy za
szczegoblnie interesujacy dla socjologdw, takze dlatego, ze majg oni by¢ przez
te zmiang powaznie dotknieci. Pojawiaja si¢ sugestie o koncu zapotrzebowa-
nia na ekspertéw dziedzinowych, w tym oczywiscie socjologow. Wystarcza¢ ma
analiza ogromnych zbiorow danych, ktorej wyniki méwig, co si¢ dzieje, a nie
dlaczego si¢ dzieje. Postaramy si¢ spojrze¢ na tytutowe zjawisko krytycznie, za-
rowno demaskujac pustke jego ,,obietnic”, jak i ukazujac potencjat zastosowania
w pracy badaczy spotecznych.

Czym jest Big Data?

Termin i definicje

Termin ,,Big Data” prawdopodobnie powstat podczas rozméw w przerwie
na lunch w firmie Silicon Graphics Inc. w potowie lat dziewigcdziesiatych ubie-
glego wieku. Wydaje si¢, ze w duzym stopniu przyczynit si¢ do tego John R.
Mashey, jeden z gltéwnych pracujacych tam informatykow. Pierwsze referencje
akademickie w dziedzinie informatyki to zapewne praca S. M. Weissa i N. In-
durkhya (Predictive Data Mining. A practical guide z 1998), w statystyce/eko-
nometrii za§ Francisa X. Diebolda (Big Data Dynamic Factor Models for Ma-
croeconomic Measurement and Forecasting, 2000 r.). W nocie serii Application
Delivery Strategies z roku 2001 koncepcj¢ Big Data znaczaco rozwinat Douglas
Laney z firmy doradczej Gartner. Powyzsze fakty przytaczamy za jednym z ,,0j-
cow chrzestnych” interesujgcego nas terminu (Diebold 2012). Francis Diebold
wpadl na termin niejako przypadkiem, nie styszac go wczeséniej, a samo okre-
$lenie uznal za ,trafne, dzwigczne i intrygujaco orwellowskie, szczegolnie gdy
zapisze sie je z wielkich liter”! (tamze, s. 2).

Zjawisko Big Data definiowane (rozumiane?) jest réznorodnie. W przepro-
wadzonym w 2012 roku badaniu na grupie 154 osob — kierownikdw najwyz-
szego szczebla migdzynarodowych firm reprezentujgcych szeroka game branz
—uzyskano pie¢ kategorii definicji Big Data, co przedstawiamy na rysunku 1.

'W przypadku przywolania prac anglojezycznych cytaty podane sg w thumaczeniu autora
artykutu.
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Rysunek 1. Kategorie definiowania Big Data
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Opracowanie wiasne na podstawie Gandomi i Haider 2015

Na rysunku 1. zaprezentowano kategorie, do jakich przyporzadkowano swo-
bodne wypowiedzi badanych kierownikow. Czgstosé kategorii pokazano male-
jaco od géry do dotu. Brak jest wyraznie wyrdzniajacej si¢ kategorii odpowiedzi.
Definicje dotyczyty réznych aspektow zjawiska. Koncentrowano si¢ zaréwno na
tym, czym jest Big Data, jak i na tym, co i jak ,,robi” Big Data. Kategoria zawie-
rajaca 24% odpowiedzi w oryginale nazywa si¢ ,,New technologies designed to
adress the 3 Vs challenges of Big Data” [wyrdznienie RZ] (Gandomi i Haider
2015). To ,,3 Vs” jest powtarzajacym si¢ (Cukier i Mayer-Schonberger 2014;
Laney 2001; Ohlhorst 2013; Soubra 2012; Berman 2013; Chen, Chiang i Storey
2012; Kwon, Lee i Shin 2014; TechAmerica 2012) sposobem definiowania Big
Data przez wskazanie cech. Sa to:

* Wielkos$¢ (Volume): rozmiar danych; bywa rozumiane jako zbiory wigksze
niz 1 terabajt, a takze takie, ktérych nie da si¢ przetwarza¢ za pomoca ,.tra-
dycyjnych” narzgdzi (Gandomi i Haider 2015).

* Réznorodno$¢ (Variety): zrdéznicowanie, rézne struktury, formaty i charak-
ter danych (problem ten rozwijamy dalej).
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» Szybkos¢ (Velocity): szybkos$¢ pojawiania si¢ nowych danych, ciggly ich
naptyw, co powoduje, ze potrzebne sa metody umozliwiajace wydobywa-
nie informacji z danych w czasie rzeczywistym (Gandomi i Haider 2015;
Cukier i Mayer-Schonberger 2014).

Powyzsze wymiary pozostajg w zalezno$ci — zmiana jednego powoduje
zmiang¢ drugiego. Tworca definicji ,,3Vs”, Laney zobrazowat to jako trzy roz-
ne osie w trojwymiarowym uktadzie wspoétrzednych (2001, Figure 1). Nie ma
jednak konkretnych kryteriéw dotyczacych tego, gdzie ,,zaczyna si¢”” Big Data
(Gandomi i Haider 2015), cho¢ mozna znalez¢ zartobliwe stwierdzenia, jak ,,Big
Data jest wtedy, gdy dane nie mieszczg sie w Excelu™, czy powazniejsze ,,dane
sa wielkie, gdy wielko$¢ danych zaczyna by¢ problemem” (Dutcher 2014). Po-
jawiaja si¢ takze propozycje kolejnych cech czy wymiarow Big Data, rowniez
okreslane jako ,,Vs”. Sg to (Gandomi i Haider 2015):

* Wiarygodnos$¢ (Veracity): dotyczy ona zagadnienia bledow w danych i ich

prawdziwosci.

o Zroznicowanie (Variability and Complexity): chodzi o duze zr6znicowanie
warto$ci zmiennych i ztozono$¢ danych, ktore spowodowane sg migdzy
innymi tym, ze analizie poddawane sa wszystkie dostepne dane tzn. cata
populacja, nie za$ proba, co okresla si¢ podejsciem N = all (Cukier i May-
er-Schonberger 2014).

* Warto$¢ (Value): rozumiana jako potencjat biznesowy, mozliwo$ci genero-
wania zyskow dzigki informacjom wydobytym z danych.

Sadzimy, ze stuszna jest uwaga Karola Przanowskiego, ktory wskazuje, ze
powyzej przedstawione ,,Vs” dotycza wytacznie danych. Zdaniem tego autora
na Big Data sktadaja si¢ jeszcze dwa obszary, wiec ,,powinno si¢ zatem defi-
niowac Big Data jako uktad sktadajacy si¢ z: danych opisanych wlasnosciami
3Vs (5Vs), metod sktadowania i przetwarzania danych, technik zaawansowane;j
analizy danych oraz wreszcie calego srodowiska sprzgtu informatycznego. Jest
to zatem potaczenie nowoczesnej technologii i teorii analitycznych, ktére poma-
gaja optymalizowaé masowe procesy zwiazane z duza liczba klientéw czy uzyt-
kownikow” (Przanowski 2014: 13).

Big Data jako zjawisko spoleczne

Niewatpliwie mamy do czynienia ze zjawiskiem spolecznym — rosnagcym
zainteresowaniem Big Data, czymkolwiek ,,to” jest. Zmian¢ zainteresowania
w poszukiwaniu informacji o Big Data na przestrzeni ostatniej dekady prezen-
tujemy na rysunku 2.

2 Polgczono oryginalne wyrazenia: ,,too big to fit in an Excel spreadsheet” oraz ,,the joke is
that big data is data that breaks Excel” (ttumaczenie wiasne).
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Rysunek 2. Trend wyszukiwan zapytania ,,Big Data”
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Opracowanie wlasne na podstawie Google Trends, https://www.google.pl/trends/explore?q=Big%20
Data

Na rysunku 2. linia przedstawia wzgledng czestotliwo$¢ wyszukiwania fra-
zy ,,Big Data” (nie jest wazna wielko$¢ liter) w wyszukiwarce Google na caltym
$wiecie. Mozna rozumie¢ to jako popularno$¢ wyszukiwania. Na osi X przed-
stawiono czas. Wykorzystano dane w interwale miesigca, od stycznia 2004 do
pazdziernika 2016 roku, wyswietlono siatke dla stycznia kazdego roku. Skala
od 1 do 100 na osi Y reprezentuje czgstotliwo§¢ wyszukiwania, przy czym licz-
ba wyszukan frazy jest dzielona przez liczbe wyszukan wszystkich fraz (czyli
uwzgledniono skale korzystania z wyszukiwarki Google ogotem), a dodatkowo
przedstawiona w liczbach wzglednych. Wartos¢ 100 reprezentuje wigc maksy-
malng zanotowang dla danego okresu popularno$é — tu byt to luty oraz wrzesien
2016 roku. Od poczatku 2012 roku do konca roku 2015 wida¢ wyrazny trend
wzrostowy. Popularno$¢ omawianej frazy wzrosta od 2004 do 2016 roku okoto
dwanascie razy, a najwyzszy wzrost nastgpit w okresie od maja 2011 do marca
2015 roku (okoto czternascie razy).

Powyzsza analiza to takze namiastka zastosowania Big Data. Skorzystali-
$my z duzej ilo$ci danych behawioralnych, wygenerowanych niejako ,,przy oka-
zji” przez uzytkownikow przegladarki. Celem dziatania przegladarki nie jest
przeciez prowadzenie badan spolecznych, jednak korzystajac z danych wpro-
wadzanych i uzywanych w innym celu wnioskujemy o wzrosécie popularnosci
pewnego zjawiska. A to wszystko za pomoca dostepnego online, bezptatnego
narzedzia Google Trends.



www.czasopisma.pan.pl l Q/\I 1 www.journals.pan.pl

180 REMIGIUSZ ZULICKI

Big: duzo, ale nie tylko

Odnosimy wrazenie, ze termin Big Data w duzym stopniu przykuwa uwa-
ge dzicki stowu big. Samo data nie ma chyba zbyt wiele z intrygujacej mocy
tytulowego terminu, jest rzeczowe i na tym koniec. Tym samym, wzorem in-
nych podejmujacych temat autorow zaczniemy od opisow, jak wielkie sg te
»wielkie dane”. Dane generuja migdzy innymi uzytkownicy narzedzi dostarcza-
nych przez technologicznych gigantéw, jak Google 1 Facebook. Pierwsza z firm
w 2012 roku przetwarzata dziennie 24 petabajty informacji. Druga co godzi-
ne¢ otrzymywata do publikacji okoto 10 milionow fotografii i mniej wiecej trzy
miliardy ,,polubien” oraz komentarzy w ciggu doby (Cukier i Mayer-Schonber-
ger 2014). Ludzie korzystajacy z Internetu za pomoca réznego rodzaju serwi-
sow, portali, aplikacji, na urzadzeniach stacjonarnych i mobilnych sg swoisty-
mi generatorami danych. Pozostawiaja cyfrowy $lad: sekwencje odwiedzanych
stron internetowych, adresy IP, dane geolokalizacyjne GPS, dane pochodzace
z sieci komorkowych, ptatnosci elektronicznych i bezgotowkowych, wpiséw na
blogach, forach, portalach spoteczno$ciowych, wybory zakupowe w serwisach
aukcyjnych i sklepach internetowych (Paharia 2014). Amerykanska firma do-
radcza IDC twierdzi, ze ,,cyfrowy wszechswiat” (digital universe) bedzie rost
w tempie okoto 40% rocznie przez najblizsza dekadg¢. Oznacza to podwajanie
ogolnego rozmiaru wszystkich §wiatowych danych co dwa lata. W roku 2020
ilos¢ cyfrowych bitéw informacji ma niemal zréwnac¢ si¢ z iloScig gwiazd we
wszech$wiecie fizycznym, osiagajagc rozmiar 44 zettabajtow (ZB?), czyli 44 try-
liony gigabajtow (GB). Poza podobnymi do wczeéniej przywotywanych przy-
ktadami zrodet danych, jak np. social media, doradcy z IDC zwracaja uwage na
tzw. Internet rzeczy (Internet of Things: 10T). Gtowna ideg [oT jest komunikacja
pomiedzy przedmiotami bez udziatu cztowieka, co stuzy¢é ma monitorowaniu
1 zarzadzaniu tymi przedmiotami. W roku 2014, z ktérego pochodzi raport IDC,
liczba mozliwych do komputeryzacji przedmiotow na catym $wiecie oszaco-
wana zostata na 200 miliardéw, z czego okoto 14 miliardow juz byto podiaczo-
nych do Internetu. Sg to rozmaite przedmioty codziennego i ,,niecodziennego”
uzytku: zarowno samochody, jak i zabawki, samoloty odrzutowe, zmywarki czy
obroze dla psoéw. Przedmioty te posiada¢ maja okoto 50 miliardéw zbierajacych
r6znego rodzaje dane sensoréw, przy czym w roku 2024 liczba ta ma wynosié
okoto jednego tryliona (Turner 2014).

W powyzszym akapicie oprocz epatowania wielkos$cig chcieliSmy row-
niez pokaza¢, ze Big Data to nie co$ dotyczacego waskiego grona przyro$nig-
tych do komputerowych klawiatur informatykow. Wiasciwie kazdy, kto cho¢ raz
w ostatniej dekadzie korzystal z Internetu na dowolnym urzadzeniu, ma z Big

3 Zetta oznacza 10?!, ale dla bajtow stosowany jest tez mnoznik 1024, wigc moze oznaczac
10247 =270,
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Data sporo wspodlnego. Takie wrazenie, moze nieco niepokojace, bo powodujace
skojarzenia z byciem inwigilowanym, stara si¢ naszym zdaniem wywrze¢ wielu
autoroOw piszacych o Big Data (nie mowimy o tekstach technicznych). Zresz-
ta orwellowskie skojarzenia miat juz wspomniany powyzej ,,0jciec chrzestny”
omawianego terminu Diebold. Czyzby zatem Big Data = Big Brother? Tego ro-
dzaju sugesti¢ (jak i subtelne odniesienie do innych watkéw ,,dyskursu” o Big
Data) sportretowat Scott Adams w komiksie Dilbert, jednym z odcinkow ukazu-
jacej si¢ nieprzerwanie od 1989 roku serii satyrycznych historyjek z zycia pew-
nej firmy i jej pracownikow. Odcinek ten w calosci prezentujemy na rysunku 3.

Rysunek 3. Big Data w komiksie Dilbert*

DILBERT BY SCOTT ADAMS
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72912

Zrodto: http://dilbert.com/strip/2012-07-29

Pomijajac na razie ,,dyskurs” o Big Data wracamy do kwestii technicznych.
Co do samych danych, chodzi nie tylko o ich ilo$¢ czy wielkos¢, ale takze cha-
rakter, rozumiany jako stopien ustrukturyzowania. Wpisy np. na portalu spo-
lecznosciowym sa przeciez tekstami pisanymi swobodnie przez jego uzytkow-
nikow, wiec takie dane roznig si¢ diametralnie od zapisow w bazie transakcji
wykonanych kartg kredytowa czy rejestrow pomiardw temperatury i cisnie-
nia w silniku samochodu F1, i to wcale nie dlatego, ze dotycza ludzi. Pierw-
sze z wymienionych rodzajéow danych sg nieustrukturyzowane, a dwa kolejne

4Boss: ,,Konsultanci mowia, ze codziennie powstaja trzy kwintyliony bajtéw danych. One
przychodza zewszad. Wiedza wszystko. Wedtug ksiegi Wikipedii nazywa si¢ to Big Data. Big
Data zyje w chmurze. Wie, co robimy. W przeszlo$ci nasza firma zrobila wiele ztego. Ale je-
$li zaakceptujemy Big Data na naszych serwerach, bedziemy uratowani przed bankructwem.

Styszy Ci¢” (thumaczenie wilasne).
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— ustrukturyzowane. Charakter danych nieustrukturyzowanych maja wigc te be-
dace generowanym przez ludzi zapisem ich doswiadczen (jak teksty, fotogra-
fie, filmy). Ustrukturyzowane sa dane pochodzace z zapiséw zachowania ludzi
czy innych obiektow (transakcje, kliknigcia, ,,polubienia”, logowania itp.) oraz
z czujnikdw/sensoréw okreslanych jako czgs¢ IoT (UNECE 2014). O tym wy-
miarze klasyfikacji danych mowiliSmy przywotujac definicje 3Vs — do charakte-
ru danych odnosi si¢ termin ,,r6znorodno$¢” (Variety).

Dla dodatkowej ilustracji na rysunku 4. prezentujemy przygotowang przez
autora jednego z blogdw o Big Data wizualizacj¢ przyrostu wolumenu i cha-
rakteru danych. Na osi X przedstawiono czas, na osi Y rozmiar danych w zetta-
bajtach, odcieniami szaro$ci zaznaczono rodzaj danych (ustrukturyzowane/nie-
ustrukturyzowane).

Rysunek 4. Przyrost ilo$ci danych w podziale na ich charakter
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Zrodto: hitp://whatsbigdata.be/category/big-data-overview/

Cho¢ rysunek 4. to wlasciwie wizualizacja intuicji autora bloga, jest ona co
do zasady zgodna z innymi oszacowaniami (Cukier i Mayer-Schonberger 2014;
Minelli i inni 2013). Ogdlna ilo$¢ danych rosnie wigc wyktadniczo, ale dzieje
si¢ to gtownie za sprawa coraz szybszego tempa przyrostu wolumenu danych
nieustrukturyzowanych (ewentualnie ,,na wpo!” ustrukturyzowanych). Ilo$¢ da-
nych ustrukturyzowanych ro$nie wolniej, raczej liniowo, a dane tego typu stano-
wig relatywnie coraz mniejsza cz¢$¢ ogotu danych.

Na koniec zaznaczmy, co wyraznie odroznia dane w Big Data od danych
pozyskanych w badaniach naukowych lub komercyjnych: sa to zazwyczaj
dane zbierane w celach innych niz analiza danych i zdobycie informacji/wie-
dzy. Oczywiscie nie dotyczy to wszystkich rodzajow danych — przyktadem
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przeciwnym jest Internet rzeczy (IoT), ktérego jednym z zatozen jest monito-
rowanie pracy urzadzen, czyli dane sg zbierane w celach analitycznych. Jednak
Big Data to raczej dane wykorzystywane powtdrnie, zapisywane w celu wyko-
nania jakiej$ innej czynnosci badz przy okazji jej wykonywania; moga by¢ cha-
otyczne, nickompletne i pozornie bezwartosciowe. Tak zwane ,,dane resztkowe”
(Cukier i Mayer- Schonberger 2014: 151) to np. wpisy w wyszukiwarce Google,
z ktorych juz w tym artykule skorzystano dzigki Google Trends. Miliony uzyt-
kownikéw korzystaja tez nieswiadomie z zastosowania danych resztkowych
uzywajac autouzupehiania i korekty w ustudze Gmail, Google Docs i Google
Translate. Te wszystkie ustugi zasilajg modele statystyczne stworzone dzigki ol-
brzymiej ilosci ,,googlowanych” nieprzerwanie, poprawnych i niepoprawnych
zapytan. Zapytania te stanowia wcigz powigkszajacag si¢ baz¢ danych najlepsze-
go w historii systemu sprawdzania pisowni. Za kazdym razem, gdy po popet-
nieniu literowki w wyszukiwanej frazie klikniemy podpowiadane ,,czy chodzito
Ci o ...?” trenujemy model. W odroznieniu od danych zbieranych w badaniach
— szczegoblnie spotecznych — dane w Big Data to najczesciej dane niewymuszo-
ne, niedeklaratywne, behawioralne (bedace zapisem zachowania) i w zasadzie
— zastane, nie za§ wywolane.

Danetyzacja

Niewatpliwie danych jest obecnie bardzo, bardzo duzo. ,,Zwykle pdjscie na
spacer wyglada dzi§ zupehie inaczej niz 15 lat temu. Niezaleznie od tego, czy
przemierzasz ulice wielkiego miasta, czy spacerujesz po lesie w wiejskiej okoli-
cy, jesli masz ze soba przenos$ne urzadzenie, towarzyszy Ci globalny thum. [...]
Nowe informacje naptywaja tak szybko, ze nieustannie probujemy nadrobié zale-
glosci. Im bardziej przyjmujemy taki styl zycia, tym czesciej dochodze do wnio-
sku, Ze mantra mojej przyjaciotki Marii naprawd¢ mogtaby sta¢ si¢ domys$lnym
powitaniem ery cyfrowej. Jak si¢ masz? — Jestem zajety, bardzo zajety” (Powers
2014: 34-35). W cytowanym, bestsellerowym poradniku Wyloguj sie do zZycia
proponuje sie rozne strategie radzenia sobie z zyciem w nadmiarze informacji
wynikajacym z ciaglego bycia online. Popularno$¢ ksiazki moze wskazywac
na to, ze ludzie zyjacy w ,,potaczonym §wiecie”, wcigz rozpraszani i pobudzani
przez ,,ekrany”, jak William Powers nazywa wszystkie urzadzenia elektroniczne
z dostgpem do Internetu (2014), czuja potrzebe odpoczynku od strumienia infor-
macji i szukaja metod na radzenie sobie z nim. Problematyke podejmowali tez
inni autorzy, koncentrujacy si¢ miedzy innymi na dysfunkcjach aparatu poznaw-
czego czy wrecz uszkodzeniach mézgu, jak Manfred Spitzer w Cyfrowej demen-
¢ji. Zwracamy jednak uwage na to, ze pojedynczy ludzie sg nie tylko odbiorcami
informacji, ale rowniez ich tworcami. Nazwano ich swoistymi generatorami da-
nych, a zjawisko polegajace na zamianie réznych rodzajow ludzkiej aktywnosci
w dane to danetyzacja (datafication) (Cukier i Mayer- Schonberger 2014).
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Danetyzacja jest zatem ,,dazeniem do zawezania obszarow, ktore nie podle-
gaja ewidencji” (Iwasinski 2016: 137). Lukasz Iwasinski przywoluje w tym kon-
tekécie stowa Lva Manovicha (2012: 335) ktory uwaza, ze efektem danetyzacji
bedzie zamiana $wiata w jedng wielka baze danych. Danetyzacja nie musi jednak
oznacza¢ kontrolowania badz §ledzenia kogokolwiek: ludzie sami chgtnie gene-
ruja dane o sobie, oraz na swoje potrzeby. Nie ma tu mowy o jakimkolwiek przy-
musie; by¢ moze co najwyzej niewielka swiadomo$¢ uzytkownikow, co dzieje
si¢ z ,,ich” danymi. Istnieje swoisty ruch czy trend zwany quantified self (skwan-
tyfikowany ja), polegajacy na dazeniu do nieustannego monitorowania parame-
trOw swojego ciata, pracy czy wlasciwie dowolnych aktywnosci. Przyktadowo
polska grupa zarejestrowana na portalu spotecznosciowym pod nazwa ,,Quanti-
fied Self. Self knowledge through numbers” (QuantifiedSelfPoland) tak wyrazita
swa misje: ,,U podstaw self-trackingu lezy zalozenie o mozliwo$ci korygowania
i usprawniania mechanizmow funkcjonowania ludzkiego organizmu i jego biolo-
gicznej, psychologicznej i spotecznej aktywnosci”. Chyba najpopularniejszg for-
mag danetyzacji siebie sg pomiary aktywnoS$ci fizycznej: tetna, spalonych kalo-
rii, intensywnosci treningu, przebytych kilometrow, predkosci biegu itp. Istnieja
juz urzadzenia umozliwiajace np. zapis i danetyzacje fal mézgowych w trakcie
snu (Cukier i Mayer-Schonberger 2014). Na dane zamieniane sg zatem charak-
terystyki fizyczne, jak np. tetno w przypadku ludzi lub ci$nienie oleju w silniku
samochodu wyscigowego pelnego sensorow, tzw. Internet rzeczy, ale nie tylko.
Podobnie danetyzowane sa charakterystyki spoteczne i psychologiczne, jak po-
stawy czy emocje, zamieniane na dane dzieki np. wpisom na portalach spotecz-
nosciowych (o czym wigcej przy okazji omawiania text mining).

Danetyzacja jest wicc zamiang w dane tego wszystkiego, co nie jest zapisa-
ne w taki sposob. Entuzjasci pisza w tym kontekscie o ,,§wiadomosci big data”,
a wiec ,,przekonaniu, ze istnieje mierzalny komponent wszystkiego” i ze da si¢
»przeksztalci¢ niezliczone wymiary rzeczywistosci w dane” (Cukier i Mayer-
-Schonberger 2014: 132). Zdaniem badaczki komunikacji i nowych mediéw
José van Dijck, danetyzacja jest ideologia. Wedlug niej wyznajac danetyzacje
uznaje si¢, ze dane sa najwazniejszym elementem dla zrozumienia rzeczywisto-
sci (Dijck 2014).

Big Data w praktyce

Amazon powstal w pdznych latach dziewiecdziesigtych XX wieku jako jed-
na z pierwszych ksiegarni internetowych (Cukier i Mayer-Schonberger 2014).
Od poczatku przyswiecata mu idea zwigkszania sprzedazy ksiazek za pomoca
polecania klientom nowych, interesujacych pozycji. Owe polecenia byty recen-
zjami, pisanymi przez zespol wysokiej klasy krytykow literackich i zamieszcza-
nymi na Amazon.com. Pozytywne recenzje zespotu znacznie zwigkszaty sprze-
daz konkretnych ksigzek (Marcus 2004). Dazono jednak do spersonalizowania
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rekomendacji i si¢gnieto do zbieranych przez lata danych o transakcjach online.
Poczatkowo badano wylosowang, reprezentatywng probe danych w celu wyto-
nienia kategorii klientow i dostosowania do nich rekomendacji (Cukier i Mayer-
-Schonberger 2014), szybko jednak okazato si¢, ze rekomendacje te byty bardzo
powierzchowne i w efekcie wizyty w sklepie internetowym przypominaty klien-
towi ,,zakupy w towarzystwie wiejskiego ghupka” (Marcus 2004: 199). Dokona-
no wiec dwoch powaznych zmian: zaczgto bada¢ wszystkie zgromadzone dane,
co obecnie zwane jest podejsciem N = all, szukano za$§ powigzan nie pomig-
dzy klientami, ale produktami. Nie stawiano hipotez, tylko badano relacje staty-
styczne pomig¢dzy wszystkimi ksigzkami, niejako wbrew zdrowemu rozsagdkowi
1 intuicji, nie przejmujac si¢ autorem, trescig czy gatunkiem literackim pozycji.
Uzyskany algorytm dziatal w czasie rzeczywistym, wyswietlajac klientowi re-
komendacje na stronie internetowej sklepu.

Okazalo si¢ to metoda generujacag sprzedaz wielokrotnie wigksza niz re-
cenzje krytykow. Kalkulacja kosztoéw doprowadzita do decyzji o zwolnieniu
wszystkich recenzentow i przejSciu w catosci na rekomendacje na podstawie
badania danych. Podobno system ten generuje zakupy stanowiace ponad 30%
zyskow sprzedazowych Amazona, cho¢ informacji firma nie potwierdzita ofi-
cjalnie (Cukier i Mayer-Schonberger 2014). Wielkg zaleta systemu rekomen-
dacji jest to, ze nie ma zadnych przeszkdd, by za jego pomoca rekomendowaé
bardzo réznorodne produkty. Obecnie Amazon poza ksigzkami sprzedaje filmy,
sprzet elektroniczny, sprzety kuchenne, narzedzia do prac domowych i ogrod-
niczych, sprzet sportowy, akcesoria i czgsci samochodowe, ubrania, kosmetyki,
jedzenie, alkohole, suplementy diety, bizuteri¢, zabawki i1 produkty dla dzieci,
a takze migdzy innymi r¢cznie wytwarzane meble, przestrzen do magazynowa-
nia danych na serwerach, ustugi hydraulika, elektryka, sprzatania, karty kredy-
towe, programy lojalnosciowe czy réznego rodzaju przedmioty stuzgce oprawie
$lubow (amazon.com). Tego rodzaju systemy rekomendacji znalazly zastosowa-
nie w bardzo wielu podobnych przedsigbiorstwach; np. w internetowej wypozy-
czalni filméw Netflix okolo 75% nowych zamdéwien generowanych jest dzigki
podobnemu systemowi (Cukier i Mayer-Schonberger 2014).

Zwracamy uwage, ze systemy te wylacznie identyfikuja powigzania miedzy
produktami, nie wyjasniajac w zaden sposdb przyczyn stojacych za wyborami
zakupowymi klientow. Jest to w sprzeczno$ci ze stereotypowym przekonaniem
0 potrzebie poznania i zrozumienia potrzeb klienta jako podstawowych w sku-
tecznej sprzedazy.

Google Flu Trends to rozwigzanie stworzone w 2009 roku, gdy rosta oba-
wa przed epidemia grypy HIN1 (Cukier i Mayer-Schonberger 2014). Zadaniem
bylo szacowanie rozprzestrzeniania si¢ grypy w USA na podstawie wyszuki-
wan w Google. Zesp6t inzynierow Google pod kierunkiem Jeremy’ego Gins-
burga stworzyt algorytm statystyczny bazujacy na korelacji pewnych zwrotow
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wpisywanych w wyszukiwarke z zachorowaniami na grype na okreslonym ob-
szarze (Ginsberg i inni 2009); wyrazenia pochodzity wigc z olbrzymiej masy
nieustrukturyzowanych danych generowanych przez internautéw, a informa-
cje o zachorowaniach to ustrukturyzowane, intencjonalnie zbierane dane roz-
nych podmiotéw $wiadczacych ustugi zdrowotne i rejestrujgcych pacjentow.
Dane ustrukturyzowane zbierano na polecenie agencji rzadowej ds. zapobiega-
nia i zwalczania chorob zakaznych. Zwracamy uwage, ze wyrazenia skorelo-
wane nie zostaly wybrane arbitralnie przez zdroworozsadkowe myslenie zespo-
hu inzynierdow, nie wybrali ich takze eksperci ze §wiata nauk medycznych czy
spotecznych. Wyrazenia te, przy braku wstepnych zatozen, zostalty wyestymo-
wane z danych na podstawie sity zwigzku z liczbg zachorowan na okreslonym
obszarze (Cukier i Mayer-Schonberger 2014). Badano dane z lat 2007-2008,
z kazdego dnia majac okoto trzech miliardow zapytan. Przetestowano nastep-
nie okoto 450 000 r6znych modeli matematycznych i ostatecznie okreslono ten
najlepiej dopasowany do danych historycznych. Uwzgledniono 45 fraz wyszu-
kiwania (Ginsberg i inni 2009). Narzedzie Google Flu Trends miato t¢ ogromng
przewage nad informacja agencji rzadowej, ze prognozowato rozprzestrzenia-
nie si¢ grypy praktycznie w czasie rzeczywistym, z opdéznieniem maksymalnie
do jednego dnia, uwzgledniajac na biezaco frazy ,,googlowane” w danej chwili
przez miliony amerykanskich uzytkownikéw. Informacje rzadowe raportowaty
stan rzeczy z opoznieniem okoto dwoch tygodni (Cukier i Mayer-Schonberger
2014).

Przyktad ten byt chyba pierwszym, dobrze znanym poza waskg branza spe-
cjalistow zastosowaniem Big Data. Google Flu Trends, nazwane ,,the poster
child® of big data” (Lazer i Kennedy 2015) jest jednak od niedawna dyzurnym
przyktadem stabych stron Big Data (Fung 2014, Lazer i inni 2014), poniewaz
w roku 2013 prognoza rozmiaru szczytu sezonu grypy byta rézna od rzeczywi-
stych danych o okoto 140% (Lazer i Kennedy 2015). Niemniej jednak inzynie-
row Google uzna¢ wolno za swoistych pionierdéw, a ich projekt za przetomowy.
W odpowiednim czasie i za pomoca wyjatkowych na owe czasy zrodet danych
i podejécia do modelowania dostarczyli oni uzytecznego narzgdzia predykcji,
ktore docenity rzadowe stuzby ochrony zdrowia (Dugas i inni 2012).

Zastosowania mozna by mnozy¢: od przewidywania cen biletow lotniczych
w celu najtanszego zakupu (Cukier i Mayer-Schonberger 2014), oceng ryzyka
kredytowego 1 optymalizacje kosztow kredytu (Przanowski 2014), stawianie
diagnozy na podstawie danych medycznych i genetycznych (Minelli, Cham-
bers i Dhiraj 2013), po wskazanie posesji najbardziej zagrozonych pozarem
czy wybor optymalnego czasu wymiany czesci w miejskich autobusach (Cukier

3 Poster child oznacza typowy przyklad, co$ emblematycznego, utrwalong w kulturze egzem-
plifikacje.
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i Mayer-Schonberger 2014). Wszystkie spetniaja zatozenia Big Data zdefinio-
wanego przez Przanowskiego, czyli dane 3Vs (5Vs), specyficzng architekture
i sprzet informatyczny, zaawansowane metody analityczne (Przanowski 2014).
Niezaleznie od dziedziny zastosowania, powtarzaja si¢ dwie cechy podejscia
analitycznego: badanie populacji, nie tylko proby, w mys$l zasady N = all, i za-
stapienie wyjasniania przyczyn wskazaniem korelacji. ,,Systemy rekomendacji
Amazona znalazly warto$ciowa korelacje bez znajomosci lezacych u jej pod-
staw przyczyn. Wiedza co, a nie dlaczego jest wystarczajaco dobra” (podkresle-
nie oryginalne) (Cukier i Mayer-Schonberger 2014: 76).

Big Data jako metoda/technika badan spolecznych

Zamiast badan surveyowych?

,»P0 co stucha¢ ludzi, skoro wszystko o nich wiemy?” zapytali prelegenci
szesnastego Kongresu Badaczy Rynku i Opinii (kongresbadaczy). Zblizajacy
si¢ kryzys socjologii empirycznej ogloszono juz w 2007 roku (Savage i Bur-
rows 2007). Skoro wigc sami praktycy, a takze naukowcy kwestionujg sens pro-
wadzenia badan spotecznych (szczegdlnie iloSciowych, gdzie dane zbierane sg
za pomoca technik wysokostandaryzowanych, co nazywa¢ bedziemy survey-
ami), nie powinno dziwié, ze podobnie wyrazili si¢ entuzjasci Big Data (Cukier
i Mayer-Schonberger 2014). Stwierdzili, ze nauki spoteczne utracity monopol
w wyjasnianiu danych empirycznych, specjalisci od teorii spotecznych przesta-
ja by¢ potrzebni, a ,,pasywne” zbieranie danych behawioralnych/niedeklaratyw-
nych i podejscie N = all pozwalajg przezwyci¢zy¢ dobrze znane trudnosci re-
alizacji badan kwestionariuszowych i doboru proby reprezentatywnej (Cukier
1 Mayer-Schonberger 2014).

O owej utracie monopolu napisali wspomniani Mike Savage i Roger Bur-
rows (2007); ich zdaniem od czas6w swoistego ,,zwycigstwa” badan survey-
owych nad innymi metodami badan spotecznych w latach czterdziestych XX
wieku az do lat dziewieédziesiatych badacze surveyowi byli wlasciwie jedy-
nymi, dostarczajacymi informacji o populacjach ludzi. Role¢ t¢ zaczely przej-
mowaé poczatkowo badania marketingowe, pézniej zwrocono uwage na dane
transakcyjne gromadzone przez firmy. Obecnie do gltosu doszty analizy wielkich
zbiorow danych z réznych zrodet, czyli tytulowe Big Data. Badania surveyowe
autorzy postrzegaja jako metode/technike osadzong w kontekscie historycznym
(Savage i Burrows 2007): statystyczna koncepcja reprezentatywnej proby nie
siega dalej niz do poczatkow XX wieku, a jej zastosowanie w badaniach spo-
lecznych — sondazu przedwyborczym Gallupa — przyniosto w latach trzydzie-
stych widocznie lepsze rezultaty niz badanie na wickszej, ale obcigzonej pro-
bie (w ktorej respondentami byli wytgcznie prenumeratorzy ,,Literary Digest”).
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Gallup stosowat jednak probe kwotowa, co w 1948 roku doprowadzito do po-
waznej pomylki i zwrotu ku préobom losowym (Babbie 2003). Ogolnie rzecz
ujmujac surveye byly powszechnie uznawane za skuteczne i relatywnie tanie.
Wraz z rozwojem technologii i swoistego, ,.kapitalistycznego” apetytu na wie-
dze o spoteczenstwie przeprowadzano ich coraz wigcej i szybciej, co doprowa-
dzi¢ miato do coraz wigkszych trudnosci z realizacja badania — obecnie ludzie
postrzegaja pytanie ich o zdanie raczej jako uciazliwos$¢ niz zaszczyt, a wskaz-
niki response rate sg coraz nizsze. Savage i Burrows (2007) zauwazajg tez, ze
stosowane przez dziesigciolecia kategorie socjodemograficzne, okreslane przez
dane metryczkowe, sa w eksploracji danych z duzym powodzeniem zastgpowa-
ne przez kategorie lokalizacyjne (np. kod pocztowy). Tego rodzaju szczegdto-
we okreslenie lokalizacji byto przewaznie pomijane w surveyach.

Autorzy wskazuja, ze obecnie do zastosowan biznesowych korzystanie
z eksploracji danych behawioralnych/niedeklaratywnych daje lepsze rezultaty
niz surveye, gtdownie dzigki posiadaniu wiekszej liczby bardziej szczegdétowych
danych, a co za tym idzie mozliwosci np. bardziej szczegdtowej segmentacji
klientow (Savage i Burrows 2007). Przy badaniach surveyowych na probie re-
prezentatywnej, np. dla kraju, wyniki mozna uogoélni¢ dla populacji kraju jako
catosci, ale wnioskowanie o wybranej podgrupie (np. o mtodych, bezrobotnych
me¢zezyznach z duzych miast) bedzie nieuprawnione. Takie wnioskowanie na
zasadzie przeskalowania obarczone bytoby niemozliwym do oszacowania ble-
dem, badz niemozliwe z powodu braku odpowiednich danych — braku takich
respondentow, badz braku zmiennych, jezeli nie zadano odpowiednich pytan.
Podejscie Big Data i eksploracja danych (data mining) nie uprawnia do uogol-
niania wynikdw w sensie ekstrapolacji z proby na populacje czy formulowania
teorii. Nie jest to jednak celem w tym podejsciu. Zasada pracy na petnych zbio-
rach danych ,,N = all” zaklada, ze analizujemy wszystkie dostepne dane i za ich
pomoca tworzymy dziatajacy model. Wida¢ to wyraznie na opisanym juz przy-
ktadzie systemu rekomendacji Amazona. Algorytm skutecznie ,,podpowiada”
klientowi produkty i na tym koniec. Nie chodzi o odkrywanie ogoélnych praw
dotyczacych wyborow zakupowych, a wylacznie o rekomendowanie produktow
jednego sprzedawcy jego klientom. Specyfike tego podej$cia widaé tez w me-
todach eksploracji danych. Dominuje podejsScie zwane uczeniem maszynowym
(machine learning): w duzym uproszczeniu polega ono na wielokrotnym ucze-
niu modelu na zestawie danych i weryfikacji tego modelu na innym, nieznanym
zestawie. Jest to jedna z form tzw. sztucznej inteligencji. Uczenie oznacza, ze
model poprawia swoje wyniki —np. trafno$¢ prognozy typu: klient splaci/nie
sptaci kredytu — przez dopasowywanie si¢ do danych na podstawie do§wiadcze-
nia, czyli kolejnych powtdrzen przebiegow przez dane. Algorytmy budowane sa
tu nierzadko na zasadzie tzw. czarnej skrzynki — nie wiadomo doktadnie, jakie
zmiany w modelu wprowadza komputer przy kolejnych powtdrzeniach, nie jest
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znana takze doktadna zalezno$¢ migdzy zmiennymi. Wlasciwie nie stosuje si¢
p-value do oceny istotnosci modelu czy poszczegdlnych zmiennych w modelu.
Pod uwagg brane jest dopasowanie modelu, a wiasciwie to, czy wyniki uzyski-
wane na nieznanym zestawie danych sg rownie dobre, co na zestawie uczacym
(Larose 2006).

Zwracamy wigc uwage, ze cho¢ Big Data i badania surveyowe mozna ogdl-
nie nazwac iloSciowymi metodami poznawania §wiata, to zatozenia stojace
za metodami analizy danych sg tu odmienne. Zdaniem Savage’a i Burrowsa
(2007), surveye jako metoda/technika badan spotecznych beda sukcesywnie tra-
ci¢ na znaczeniu, ale pozostang wazne miedzy innymi w badaniach wzdhuz cza-
su. Badaczy bazujacych na surveyach przestrzegaja przed byciem zepchnigtym
na margines i zachecaja do refleksji nad innymi metodami/technikami badan.

Na inny aspekt napigcia miedzy pozyskiwaniem wiedzy z danych zbieranych
aktywnie a pasywnie potozono nacisk w przywotanym wystapieniu na Kongre-
sie Badaczy Rynku i Opinii. Autorzy zauwazaja, ze cho¢ zdroworozsadkowo
zaufanie do danych niedeklaratywnych/behawioralnych (czyli pozyskanych pa-
sywnie) moze by¢ np. u klienta agencji badawczej wigksze niz do danych dekla-
ratywnych, to korzystanie wylgcznie z pierwszego rodzaju danych jest wysoce
niewystarczajgce do formutowania uzytecznych wnioskéw (Kongres Badaczy
2015). Uwaga zdaje si¢ by¢ bardzo stuszna. Nawet pomijajac problem jakosci
czy sensownosci danych zastanych, pomijajac wazne zagadnienie ryzyka ,,0d-
krywania” korelacji pozornych, dane zastane maja t¢ wade, ze sa... zastane. Nie
otrzymamy wig¢c niczego, co nie jest zebrane. Oczywiscie istniejg metody two-
rzenia nowych, uzytecznych zmiennych z tych istniejacych czy przeciwnie, re-
dukowania wielowymiarowosci, czyli zmniejszania liczby zmiennych. Mozliwe
jest odkrywanie wzorow i zaleznosci, ktorych nie podejrzewano. Ktopotem staje
si¢ jednak weryfikowanie hipotez, szczegdlnie gdy nie mamy zadnych danych
o interesujacej nas zmiennej/zmiennych. Wydaje sig, ze w takim zadaniu najbar-
dziej uzyteczne jest wcigz skorzystanie z podejscia, ktore mozna nazwaé trady-
cyjnym, wywodzacym si¢ z nauk przyrodniczych badaniem naukowym: badania
empirycznego na probie losowej i statystycznego testowania hipotez opartego
na p-value, z uwzglednieniem wielkosci efektu i mocy testu. Co prawda o wa-
dach takiego podejscia do badan spotecznych socjologowie rozprawiaja juz od
dziesigcioleci, jednak przywotywanie ich nie jest celem tego wywodu. Chce-
my jedynie zaznaczy¢, ze cho¢ eksploracja danych daje w niektorych zastoso-
waniach rezultaty ,,lepsze” niz surveye, to warto traktowaé te podejscia raczej
jako komplementarne niz konkurencyjne. Podobnego zdania sg polscy badacze
marketingowi: autorzy wspominanej prelekcji (Kongres Badaczy 2015) czy wy-
powiadajacy sie w rocznikach PTBRiO (Starzynski 2015; Lutostanski 2015;
Wojcik 2016; Mroz 2016; Maison 2016), cho¢ w ich artykutach powtarzajg si¢
zdania o zagrozeniu branzy badawczej.
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Mozna by zatem postulowa¢ korzystanie z — ogdlnie rzecz bioragc — Big
Data jako kolejnej metody badan spotecznych. Triangulacja metod i danych:
Htradycyjnych” ilo§ciowych, Big Data i jakoSciowych, ma naszym zdaniem
duzy potencjal w wieloaspektowym badaniu wybranego zjawiska. Savage
i Burrows (2007: 895-896) uwazaja jednak, Zze to za mato; nalezy po pierwsze,
zdaé sobie sprawe z omawianej utraty monopolu na opis i wyjasnianie §wiata
spolecznego, a w konsekwencji przemyslec¢ pole dziatania i role wspotczesnej
socjologii.

Text mining

Jak zaznaczono wczesniej, szczegdlnie szybko rosnie ilos¢ danych nieustruk-
turyzowanych. Jednym z typéw danych o takim charakterze sg teksty — np. wpi-
sy na portalach spoteczno$ciowych, komentarze na forach internetowych, tresci
stron WWW, zdigitalizowane badz wydawane wytacznie w formie cyfrowej ar-
tykuty, ksiazki, dokumenty — przerdzne teksty autorstwa zarowno profesjonali-
stow, jak i ,,zwyktych” uzytkownikow.

Eksploracja danych tekstowych (text mining) to komputerowa analiza tek-
stow, traktowanych jako dane. Uzywany jest takze termin computational text
analysis (O’Connor, Bamman i Smith 2011), co sugeruje analize¢ obliczeniowg
z uzyciem komputera. Niekiedy wskazuje si¢, ze jest to analiza zautomatyzo-
wana, w odréznieniu od tej recznej, w tym wspomaganej komputerowo analizy
uzywanej w socjologicznych badaniach jako$ciowych z uzyciem oprogramowa-
nia CAQDAS®. Analiza jako$ciowa, gdzie cztowiek z pomocg komputera i np.
programu NVivo koduje transkrypcje wywiadu, nie jest analiza text mining. Text
mining to analiza iloSciowa, takze statystyczna, umozliwiajaca roznego rodzaju
pomiary tekstow/dokumentéw. W uproszczeniu stuzy ona odkrywaniu domi-
nujacych wzoréow uzycia stow i wzorow powigzan miedzy stowami lub doku-
mentami (O’Connor, Bamman i Smith 2011). Metody text mining wywodza
si¢ czgsciowo z istniejacych wezesniej metod eksploracji danych ustrukturyzo-
wanych (data mining), czg$ciowo z dziedziny ,,nauki” zwanej przetwarzaniem
jezyka naturalnego (natural language processing), ktdrej przedmiotem jest
przetwarzanie informacji zawartej w jezyku naturalnym —np. w celu umoz-
liwienia sterowania urzgdzeniem za pomocg glosu, badz w celu automatycz-
nej zamiany mowy na tekst czy odwrotnie (Dzieciatko i Spinczyk 2016; Kao
i Poteet red. 2010). Zastosowania text mining to migdzy innymi takie zadania,
jak: identyfikacja stow/zdan kluczowych, kategoryzacja dokumentéw wedlug
wzorca albo bezwzorcowo (wyestymowanie kategorii), wykrywanie okreslo-
nych tre$ci w dokumentach, czy wspomniana jako ogolne zadanie text mining

¢ Computer Assisted Qualitative Data Analysis Software; por. podrecznik Jakuba Niedbal-
skiego (2013).
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identyfikacja wzoréw i powiazah migdzy stowami/dokumentami (Dzieciatko
i Spinczyk 2016).

Przyktadem zastosowania text mining w badaniach spolecznych jest stwo-
rzenie ,.kontekstualnego wykrywacza sarkazmu™ — modelu zbudowanego na
podstawie wpisow na Twitterze (Bamman i Smith 2015). Celem modelu byta
kategoryzacja wpisOw na sarkastyczne i niesarkastyczne. Zastosowano zestawy
cech, charakteryzujacych cztery rézne sktadowe: samg tres¢ wpisu (9 cech), au-
tora wpisu (5 cech), odbiorcéw wpisu (trzy), reakcje na wpis i otoczenie wpi-
su (dwie). W wyniku uzycia modelu, bedacego odmiana regresji logistycznej,
przy uzyciu tacznie czterech zestawoéw cech uzyskano dopasowanie wynikow
do danych rzeczywistych na poziomie 85,1%. Autorzy zwracaja uwage, ze zde-
cydowanie najwazniejsze dla rozpoznawania sarkazmu okazaly si¢ cechy wpisu
i autora wpisu (Bamman i Smith 2015). Zauwazmy, zZe zastosowania text mining
mogg by¢ bardzo réznorodne. Bardzo popularnym narzgdziem zbudowanym
i stale ulepszanym dzigki eksploracji tekstow jest Thumacz Google — ogolnie
rzecz biorgc stownik dziala na zasadzie oceny prawdopodobienstwa zastgpo-
wania slowa w jednym jezyku stowem z innego jezyka, czyli sity zwiazku po-
migdzy stowami. Funkcje, poza thumaczeniem pojedynczych stéw, to migdzy
innymi tltumaczenia maszynowe, rozpoznawanie j¢zyka tekstu i ,,0dczytywanie
na glos”. Eksplorujac wielka ilo§¢ niedoskonatych tekstow z réoznych zrodet Go-
ogle zbudowato stownik uznawany za lepszy niz te majace za podstawe relatyw-
nie mate zbiory profesjonalnych thumaczen (Cukier i Mayer-Schonberger 2014).
Elementy fext mining sa wazng czgscia stynnego projektu Google Flu Trends,
a takze — w najprostszej chyba formie — prezentowanej w tym artykule oceny
popularnoséci wyszukiwan terminu ,,Big Data”.

Oczywiscie ogodlne zatozenia metodologiczne Big Data — przywotywane
wielokrotnie N = all i ,,co? zamiast dlaczego?” obowigzujg réwniez w analizach
text mining. Tu rbwniez wykorzystuje si¢ uczenie maszynowe, a nie ,,tradycyj-
ne” podejsécie do badan iloéciowych nastawione na reprezentatywna probe loso-
wa 1 statystyczng weryfikacje hipotez. Dodatkowo przy okazji omawiania eks-
ploracji tekstow warto zauwazy¢ jeszcze jedna ceche Big Data — akceptowanie
chaosu na rzecz wielkosci danych. Stownik Google jest najlepszy dlatego, ze
korzysta z najwigkszej, stale rosnacej bazy tekstow, ktore sa niedoskonate. Ken-
neth Cukier i Victor Mayer-Schonberger uwazaja, ze: ,,Big Data, gdzie nacisk
potozony jest na zlozone zbiory danych i brak uporzadkowania, lepiej pomaga
nam zblizy¢ si¢ do rzeczywistosci, niz robi to uzaleznienie od matych zbiorow
[danych] i precyzji. [...] Mozemy ja [niejednoznacznos¢] zaakceptowaé, zakta-
dajac, ze w zamian lepiej zrozumiemy rzeczywisto$¢ — tak jak w malarstwie im-
presjonistycznym, gdzie kazde pociagniecie pedzla ogladane z bliska wydaje si¢

7Oryg. ,,Contextualized Sarcasm Detection”.
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bezcelowe, ale z oddali ukazuje si¢ nam majestatyczny obraz” (Cukier i Mayer-
-Schonberger 2014: 71). Biznes docenia akceptowanie niedoktadno$ci rowniez
Z uwagi na przyspieszenie analiz. Ponizszy przyktad nie dotyczy text mining,
jednak przemawia do wyobrazni: dzigki zastosowaniu nieco mniej doktadne;j,
nierelacyjnej architektury baz danych firmie Visa — znanej z kart platniczych
— udato si¢ skroci¢ czas przetwarzania danych dotyczacych okoto 73 miliardow
transakcji do 13 minut. Wezesniej zajmowato to caly miesiac.

Potencjat text mining wydaje si¢ zauwazony przez przedstawicieli nauk spo-
lecznych i humanistycznych. Pojawia si¢ pojecie ,,cyfrowa humanistyka” (di-
gital humanities). Juz w 2004 roku powstal rodzaj podrecznika pod tytutem
A Companion to Digital Humanities (Schreibman, Siemens i Unsworth 2004).
Poruszono tam zar6wno zagadnienia teoretyczne, jak i techniczne, wskazujac na
zastosowania eksploracji tekstow miedzy innymi w lingwistyce, historii sztu-
ki, filologii klasycznej czy archeologii. Nowsza tego typu pozycja jest np. Text
Mining. A Guidebook for the Social Sciences (Ignatow i Mihalcea 2016). Poza
publikacjami, za wyraz zainteresowania cyfrowg humanistyka uzna¢ wolno in-
stytucjonalizowanie si¢ grup uczonych, stosujacych tego rodzaju podejécie ba-
dawcze. Istnieje wptywowa, migdzynarodowa wspdlnota naukowcow, nazywa-
jaca si¢ akronimem DARIAH-EU — Digital Research Infrastructure for the Arts
and Humanities. Jej cztonkami sg badacze z 17 krajow europejskich. Organizacje
DARIAH-EU opisano jako infrastruktur¢ wspierajacg badania i nauczanie metod
humanistyki cyfrowej, w tym text mining. Zapewnia ona miedzy innymi moz-
liwo$¢ magazynowania danych; narzedzia przetwarzania i analizy danych; oraz
procedury majgce zapewni¢ interoperacyjno$¢ w réoznych lokalizacjach, dyscy-
plinach naukowych, réznych kontekstach akademickich i kulturowych, a takze
réznych jezykach (dariah.eu). W Polsce dziata konsorcjum DARIAH-PL, ktérego
podstawowym celem byto wprowadzenie Polski do europejskiej sieci DARIAH
oraz poglebienie i rozbudowanie wspotpracy osrodkoéw prowadzacych projekty
w zakresie humanistyki cyfrowej i dysponujacych infrastrukturg w tym zakre-
sie. Konsorcjum tworzy obecnie 18 uczelni, a jego liderem zostat Uniwersytet
Warszawski. W 2015 roku doprowadzono do wiaczenia konsorcjum polskiego
w strukture europejska (dariah.pl). Na bardzo zblizonym polu dziata Laborato-
rium Cyfrowe Humanistyki Uniwersytetu Warszawskiego (LaCH UW). Labo-
ratorium powstato z inicjatywy wydziatdw humanistycznych UW, na ktdrych
prowadzi si¢ badania z uzyciem narzedzi cyfrowych oraz Wydziatu Matematy-
ki, Informatyki i Mechaniki i Interdyscyplinarnego Centrum Modelowania Ma-
tematycznego i Komputerowego. W misji jednostki napisano: ,,LaCH UW wla-
cza si¢ w rozwoj spoleczenstwa informacyjnego, daje wsparcie priorytetowym
obecnie multidyscyplinarnym kierunkom badan, ktore zaktadaja wykorzystanie
na szeroka skale technologii informatycznych w humanistyce” (lach.edu.pl).
Innym ,,wskaznikiem” zainteresowania moze by¢ wiaczanie problematyki fext
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mining do programéw nauczania na kierunkach spotecznych. Przyktadowo
dla doktorantow kurs Computational Text Analysis for Social Sciences prowa-
dzi King’s College London (KCL); Barcelona Graduate School of Economics
za$ proponuje przedmiot 7ext Mining for Social Sciences (Barcelona GSE). Na
gruncie polskim warto odnotowa¢ zorganizowanie panelu poswieconego zasto-
sowaniom Big Data na XVI Ogolnopolskim Zjezdzie Socjologicznym. Sze$¢é
z o$miu referatow dotyczylo text mining (PTS 2016).

Trudno oprze¢ si¢ wrazeniu, ze za humanistykg cyfrowg stoi nie tylko pra-
gnienie poznania $wiata. Sadzimy, ze motywacjami do siggania po narzedzia
informatyczne wérdd badaczy spotecznych i humanistow sa takze che¢ ,,bycia
na czasie”, promocji swojej dyscypliny oraz zdobywania srodkéw na dziatal-
nos¢: ,,Wspierajac badania z zakresu humanistyki cyfrowej LaCH UW promu-
je jednocze$nie catg humanistyke, wierzac, ze narzedzia cyfrowe przyczyniaja
si¢ do usprawnienia i przyspieszenia transferu wiedzy, otwieraja przed huma-
nistyka nowe mozliwosci badawcze i edukacyjne” (lach.edu.pl). ,,Konsorcjum
1 poszczegolne grupy robocze w jego ramach beda aktywnie zabiega¢ o projek-
ty finansowane mig¢dzy innymi ze srodkéw funduszy strukturalnych UE na lata
2014-2020 (w tym w ramach Programu Operacyjnego Polska Cyfrowa) oraz
z Programu Ramowego Unii Europejskiej Horyzont 2020 (dariah.pl).

»|.-.] text mining w porownaniu do analizy jako$ciowej wykonywanej za-
zwyczaj przez cztowieka wydaje si¢ atrakcyjny pod katem stuprocentowej po-
wtarzalno$ci wynikow, ztozono$ci czasowej metody, natomiast moze jej uste-
powaé pod katem poprawnosci wynikow” (Dziecigtko i Spinczyk 2016: 11).
Sadzimy, ze eksploracja tekstow moze znakomicie wzbogac warsztat pracy ba-
daczy spotecznych/humanistéw, niekiedy czyni¢ ich prace bardziej efektywna,
wspiera¢ tworzenie teorii zarowno dzigki mozliwo$ci empirycznego sprawdza-
nia hipotez, jak i heurystycznie wartosciowej eksploracji danych bez zatozen
wstepnych. Nie zastapi ona jednak wszystkich innych rodzajow analizy tekstow,
ani nie wyeliminuje ekspertéw dziedzinowych. Cho¢ pojawiaja si¢ glosy, ze
nadcigga $mier¢ ekspertow.

Smier¢ eksperta (czytaj: socjologa)?

Skoro danych jest tak wiele, sa wzglednie tatwo dostepne za pomocg narzgdzi
informatycznych, a zdanetyzowanych jest wiele obszarow w réznych dziedzinach
zycia, to w celu poznania §wiata moze wystarczy pozwoli¢ ,,przemoéwi¢ danym”
(Cukier i Mayer-Schonberger 2014: 19, 35, 185)? Za pomoca zaawansowanych
technik modelowania jest jakoby mozliwe odkrywanie wiedzy z danych® — np.
w postaci prognozy czy klasyfikacji — bez wiedzy dziedzinowej (substancjalnej)

8 Nawiazujemy do tytutu popularnego podrecznika Odkrywanie wiedzy z danych. Wprowa-
dzenie do eksploracji danych autorstwa Daniela T. Larose z 2006 roku.
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o tym przedmiocie, ktorego dane dotycza. Dane maja méwic same za siebie, czy-
li w mys$l zasady ,,co? zamiast dlaczego?” interesujace — a takze wystarczajace do
formutowania rekomendacji — sg jedynie relacje miedzy zmiennymi, nie za$ teo-
rie te relacje wyjasniajace. Wilasciwie wiedza substancjalna jest wigcej niz zbed-
na: ona przeszkadza. Opisujac to zagadnienie Cukier i Mayer-Schonberger po-
wolali si¢ migdzy innymi na zilustrowana w filmie ,,Moneyball” histori¢ druzyny
baseballowej Oakland Athletics. Trener Billy Bean doprowadzit tg, dotychczas
bardzo staba, druzyne do pierwszego miejsca w lidzie, uzyskujac 20 zwyciestw
pod rzad. Dokonat tego odrzucajac wiedze i doswiadczenie emerytowanych za-
wodnikow i trenerdw, a polegajac na analizie danych. Podejmowat bardzo niepo-
pularne decyzje — zrezygnowat zupehie z pewnego bardzo efektownego, ale jak
wskazywala analiza danych, nieefektywnego elementu gry (tzw. kradziezy bazy).
Podsumowujac: ,,Najwazniejszym efektem Big Data bedzie to, ze decyzje oparte
na danych ulepsza jako$¢ ocen dokonywanych przez ludzi lub sprawia, ze cal-
kowicie straca one na znaczeniu. [...] Ekspert czy specjalista w danej dziedzinie
straci cze$¢ swojego znaczenia na rzeczy statystyka czy analityka danych, kto-
rzy sa nieskrepowani starymi metodami rozwigzywania probleméw i pozwalaja
przemawia¢ danym” (Cukier i Mayer-Schonberger 2014: 185). Jasno i bolesnie
ten koniec ery ekspertdéw ilustruje zart inzynierow zajmujacych si¢ thumaczeniem
maszynowym w firmie Microsoft: pono¢ mowia oni, ze ,,jakos¢ przektadu rosnie
za kazdym razem, gdy z ich zespotu odejdzie jeden lingwista” (Cukier i Mayer-
-Schonberger 2014: 186).

Co ciekawe, omawiana tu eksploracyjna strategia analizy danych przypo-
mina pewne podejscia metodologiczne w socjologii, np. Metodologi¢ Teorii
Ugruntowanej (MTU). W MTU istnieje koncepcja wytaniania si¢ czy odkrywa-
nia teorii z jako$ciowych danych empirycznych, postulat niestawiania hipotez
i eliminowania lub co najmniej u§wiadamiania wlasnych zatozen co do sfe-
ry badanej (Konecki 2000). Rezultatem projektu badawczego zrealizowanego
zgodnie z MTU ma by¢ teoria $redniego zasiegu, a najwazniejsze jest ugrunto-
wanie tej teorii na materialach zbieranych podczas badan terenowych — teoria
jest odkrywana indukcyjnie, nie za$ dedukcyjnie. Siggajac w glab historii ba-
dan spotecznych zblizone dyrektywy odnajdziemy tak u Bronistawa Malinow-
skiego, jak i u przedstawicieli szkoty Chicago. W gruncie rzeczy takie podej-
$cie do pozyskania informacji czy wiedzy o §wiecie jest zblizone do strategii
stosowanej w Big Data. Najwazniejsza cecha wspolna to podejscie ,,najpierw
dane”. To dane s3 zrodtem wiedzy, nie stuza do weryfikacji wczesniej posta-
wionych hipotez sformutowanych na gruncie teorii dziedzinowej. Sprowadza-
jac obie strategie — Big Data i MTU — do skrajnego uproszczenia, pozwalamy
sobie stwierdzi¢: nie nalezy zna¢ si¢ na przedmiocie badania, a zna¢ dobrze
narzg¢dzie badawcze i metode badawcza. Tym samym, jezeli Big Data miata-
by wyeliminowac¢ ekspertow dziedzinowych, to i tak potrzebuje ekspertow od
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Big Data. Tacy juz istnieja, zwani sa oni data scientists. Zawdd ten jest uzna-
wany za jeden z najszybciej rozwijajacych sig, nazywany ,,najbardziej seksow-
nym zawodem $wiata”, a zapotrzebowanie rynku pracy na takich specjalistow
ma wcigz rosng¢ (Davenport i Patil 2012). Jako ciekawostke wskazujemy, ze
w Polsce w marcu 2017 roku ruszyt pierwszy tzw. boot camp’ data science,
organizowany przez firme¢ Sages we wspolpracy z Politechnika Warszawska
i PAN (kodolamacz.pl).

Majac zapewne na uwadze argumenty zblizone do powyzszych, juz w 2008
roku redaktor naczelny magazynu ,,Wired” ogtlosit $mier¢ ekspertow i zwycig-
stwo modeli matematycznych nad teoria, twierdzac, ze: ,,tradycyjny proces od-
kry¢ naukowych — stawianie hipotez, ktére sg testowane w realnym $§wiecie
z wykorzystaniem modelu przyczynowo-skutkowego — traci na znaczeniu i jest
zastepowany analizg statystyczng korelacji, za ktérymi nie stoi zadna teoria”
(Cukier i Mayer-Schonberger 2014: 99). Przyktad Amazona, gdzie zastosowanie
eksploracji danych i modelu do rekomendowania klientom ksiazek przyczynito
si¢ do zwolnienia dotychczas odpowiedzialnych za to krytykow literackich, jest
emblematyczny — eksperci zwolnieni, data scientist pracuje dalej. Cho¢ wilasci-
wie krytycy literaccy sa ekspertami, ale nie sa testujagcymi hipotezy naukow-
cami-empirykami, o ktérych najpewniej mowit cytowany redaktor ,,Wired”.
Mozemy tez przedstawi¢ niejako przeciwny przypadkowi Amazona dowdd
anegdotyczny: stynny projekt Google Flu Trends. Uznawany jest on za porazke
Big Data — jak wspominaliémy w roku 2013 prognoza rozmiaru szczytu sezo-
nu grypy byta rézna od rzeczywistych danych o okoto 140% (Lazer i Kennedy
2015). W odpowiedzi naukowcy postugujacy si¢ mniejszg liczbg bardziej pre-
cyzyjnych danych osiagneli lepsza (bardziej trafng) prognoze (Fung 2014; La-
zer i inni 2014). Pokazano takze, ze model Google przewidywal raczej zime niz
grype (Lazer i inni 2014). Moze w takim razie gruntowna wiedza dziedzinowa
»wygrywa” z Big Data?

Szereg problemoéw dotyczacych przede wszystkim prognozowania na pod-
stawie wielkich zbioréw danych opisat Nate Silver w popularnonaukowej pracy
Sygnat i szum. Zdaniem tego autora wigksza ilo$¢ danych oznacza glownie wig-
cej szumu. Odkrycie korelacji pomigdzy zmiennymi moze zardwno odzwiercie-
dla¢ pewien sposob funkcjonowania §wiata, jak i by¢ korelacja pozorng w sen-
sie takim, ze zwigzek zmiennych jest przypadkowy (Silver 2014). Ciekawym
stwierdzeniem jest: ,,Liczba istotnych relacji miedzy elementami zbioru da-
nych [...] jest o cate rzgdy wielkoSci mniejsza [niz relacji pozornych]. Nie ro-
$nie tez tak szybko jak ilo§¢ dostepnych informacji: ilo$¢ prawdy na §wiecie nie

® Termin wszedt do branzy IT z wojska i oznacza dostownie obdz rekrutow; jest to inten-
sywny, siedmiotygodniowy, praktyczny kurs zawodowy polaczony ze wsparciem w wejsciu na
rynek pracy; w Polsce dotychczas dziataly bootcampy programistyczne.
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zmienila si¢ tak bardzo od czasu wynalezienia Internetu, a nawet prasy drukar-
skiej. Wigkszos¢ danych to zwykly szum, podobnie jak wigkszo$¢ wszech§wia-
ta stanowi pusta przestrzen” (podkreslenie oryginalne) (Silver 2014: 234-235).
Autor wytyka btedy we wnioskowaniu nie tylko inzynierom Big Data, ale row-
niez naukowcom i innym analitykom — uwaza, ze przyczynami bledoéw sg za-
réwno wypaczenia czy braki w wiedzy statystycznej oraz metodologicznej, jak
i sktonnosci psychologiczne badZz czynniki motywacyjne (Silver 2014). Pogto-
ski o zwyciestwie analityki i analitykow wielkich zbiorow danych nad catg resz-
ta §wiata nauki nalezy zatem uzna¢ za grubo przesadzone. Rezygnujac z per-
spektywy konfliktu, sadzimy, ze wspotpraca ekspertow dziedzinowych razem
z data scientists bytaby najbardziej owocna w poznawaniu prawdy o $wiecie
(jesli taka prawda istnieje). Czy jednak tyczy sie to wszystkich ekspertow? Czy
naukowcy spoteczni, a szczegodlnie socjologowie, mieliby cos do zaoferowania?

Sadzimy, ze tak. Zaoferowali juz kilkadziesiat lat temu metafore, ktéra w du-
zej mierze zainspirowala fizykow i informatykow, zajmujacych si¢ problemami
zblizonymi do podejmowanych przez tzw. data scientists. Chodzi o metafore
sieci. Jak wskazuje Linton Freeman, pierwsze uzycia tej metafory w filozofii
siegaja XIII wieku, jednak za poczatki metodycznego stosowania metafory sieci
w naukach spotecznych uznaje on socjometri¢ Jacoba L. Moreno i Helen Jen-
nings z lat trzydziestych ubiegtego stulecia (Freeman 2011: 26). Wedlug Free-
mana wypracowano wtedy najwazniejsze zatozenia analizy sieci spotecznych:
uznano, ze powigzania miedzy ludzmi tworzg wazng struktur¢ o charakterze
spotecznym, zatem analiza sieciowa to nie badanie jednostki, ale relacji mie-
dzy nimi; do badania takiej struktury korzystano z danych o charakterze rela-
cyjnym; prezentowano model takiej struktury graficznie; rozwijano matema-
tyczne metody opisu i wyjasnienia modelu. Badania nastawione na analize sieci
kontynuowali migdzy innymi Robert Merton czy Claude Lévi-Strauss. Pdzniej,
w latach siedemdziesiatych, analize sieci spolecznych rozwingta i ujednolicita
tzw. szkota harvardzka Harrisona C. White’a. Dopiero w pdznych latach dzie-
wigédziesiatych zagadnieniem zainteresowali si¢ migdzy innymi Albert-Laszlo
Barabasi i Albert Réka (fizyk i biolozka). Od tamtego czasu, jak uwaza Free-
man, prace Srodowiska badaczy spolecznych i fizykow przenikajg sig, jednak
srodowiska sa odseparowane. Co ciekawe, badanie Barabasiego jest przywo-
tane w pracy Big Data. Rewolucja..., gdzie autorzy uzasadniajg podejscie ,,N
= all”. Barabasi dokonat analizy sieci na podstawie danych uzyskanych od eu-
ropejskich operatorow sieci komorkowych. Byly to wszystkie anonimowe logi
telefonéw z okresu czterech miesigcy; obejmowaé miaty one okoto 1/5 miesz-
kancow Europy. Autorzy twierdza, ze odkryto zalezno$¢, ktérej nie ujawniaty
mniejsze zbiory danych: dla stabilnos$ci sieci wazniejsze sg osoby z niewielka
iloscig odlegtych powigzan niz te z duzg liczbg bliskich relacji (Cukier i Mayer-
-Schonberger 2014: 49-50). Barabasi w popularnonaukowej pracy Linked: The
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New Science of Networks powoluje si¢ zarowno na Leonarda Eulera, osiem-
nastowiecznego matematyka, ktory stworzyt podstawy teorii grafow, jak i na
Stanleya Milgrama i jego stynny opis sze$ciu stopni oddalenia poszczegdlnych
ludzi w sieciach spotecznych, nazwany problemem ,,matego $wiata” (Barabasi
2002). Oczywiscie nie sugerujemy tu, ze reprezentowana migdzy innymi przez
Baréabasiego New Science of Network zawdzigcza wszelkie swoje dokonania na-
ukom spotecznym. Przeciez socjometrycy z lat trzydziestych nie napisali po-
jecia sieci spotecznych na czystej tablicy: korzystali z zaplecza filozoficznego,
aparatu matematycznego, a takze z nauk medycznych — Moreno byt psychiatra
(Freeman 2011). Z kolei Manuel Castells i jego Spofeczenstwo sieci wydane po
raz pierwszy w 1996 roku niewatpliwie zainspirowane zostato nie tylko szkota
harvardzka, ale takze (a moze glownie?) zjawiskami spotecznymi zwigzanymi
z rewolucja informacyjng, nowymi mediami i siecig Word Wide Web. A algo-
rytm wyszukiwarki Google — PageRank — jest implementacja zainspirowane-
go przez socjologdw i rozwinigtego przez fizykow pojecia centralnosci sieci;
w skrocie dotyczy ono tego, ze wezty posiadajace wickszg liczbe potaczen staja
si¢ istotnymi centrami (Freeman 2011).

Odwotujac si¢ do jeszcze innej metafory sieci w ujeciu Bruno Latoura (2013)
chcemy podkresli¢, ze w wiedzotwdrczym procesie budowania sieci wszyscy
z wyzej wymienionych uczonych (i innych podmiotéw) dokonywali translacji
dokonan swoich poprzednikéw, tworzac tzw. ,,hybrydy” lub ,,quasi-obiekty”.
Nalezy to rozumie¢ bardzo prosto — inspiracje przebiegaly wielokierunkowo,
a pomysly i koncepcje ulegaly réznego rodzaju przeksztatceniom, znieksztat-
ceniom i rozwinigciom. Tym samym uwazamy, ze pojawiajace si¢ w dyskur-
sie 0 Big Data glosy dotyczace ,,$mierci ekspertéw” w ogole, czy konkretnie
np. socjologow, sg nowa odstong starego sporu migdzy dyscyplinami, ktory to-
czyt si¢ kilkanascie lat temu w ramach problematyki sieci spotecznych. Kazda
ze stron bedzie twierdzi¢, ze to jej sposob poznania §wiata jest najlepszy, przy
czym bez watpienia poznanie $wiata jest tu co najmniej tak samo wazne, jak
inne korzysci wynikajace z uzyskania takiej ,,epistemologicznej przewagi”. Dzi$
sg to data scientist, ich Big Data i korzystajacy z wynikow analiz menagerowie.
Przywodzi to takze na mys$l spor wewnatrz socjologii, zapoczatkowany przez
socjologi¢ humanistyczng Williama Diltheya i Heinricha Rickerta w kontrze do
pozytywizmu Augusta Comte’a. O ile socjologowie raczej zaakceptowali wie-
los¢ perspektyw na gruncie swojej dyscypliny, o tyle niebywale trudniejsza, jesli
w ogoble mozliwa, bedzie zgoda w nieporownywalnie szerszym i bardziej ré6zno-
rodnym gronie.

Chociaz ryzyko ,,wymarcia” socjologéw czy ekspertow w ogodle uznajemy
za bardzo mate, to szczego6lnie socjologom rosnie konkurencja. Niestety shusz-
na wydaje si¢ teza o tym, ze nauki spoteczne utracity monopol na badania spo-
eczne i dostarczanie wiedzy o $wiecie spotecznym. Nawet na gruncie polskim



www.czasopisma.pan.pl l Q/\I 1 www.journals.pan.pl

198 REMIGIUSZ ZULICKI

znamienne jest to, ze badanie przekazywania informacji migedzy ludzmi za po-
moca Twittera realizowane jest przez fizykow — projektem RENOIR — Reverse
EngiNeering of sOcial Information pRocessing (renoirproject.eu) finansowanym
w ramach programu EU Horyzont 2020 kieruje pracownia Fizyki w Ekonomii
i Naukach Spotecznych Wydziatu Fizyki Politechniki Warszawskiej. Socjolo-
gowie — przynajmniej niektoérzy — niewatpliwie zauwazyli Big Data jako me-
tode badan, o czym wspominaliSmy w akapicie po§wigconym text mining, ale
przeciez nie stworzyli tej metody, tylko ja adaptuja. Na pewno jedng z barier
jest poziom zaawansowania matematycznego i informatycznego Big Data, ktory
naszym zdaniem moze przerazaé, szczeg6lnie socjologow ,,jakosciowych”. Inna
barierg zdaje si¢ by¢ charakter uzyskiwanych za pomocg Big Data rezultatow
— temu, jaki charakter ma wiedza/informacje bedace koncowym efektem analiz.
Jak wskazaliSmy wcze$niej (,,Zamiast badan surveyowych”), strategia metodo-
logiczna w Big Data nie jest nastawiona ani na uogodlnienia, ani na wyjasnianie.
Uzyskana wiedza/informacje musza mie¢ przede wszystkim walor praktyczny;
zaryzykujemy stwierdzenie, ze musza zwigksza¢ zyski. Naszym zdaniem rezul-
taty Big Data nie moga by¢, zgodnie z lege artis, uznane za wiedz¢ naukowa
(przynajmniej zgodnie z przytaczanym ,.tradycyjnym”, a wlasciwie pozytywi-
stycznym rozumieniem nauk empirycznych). Niewatpliwie jednak postugujac
si¢ zaro6wno paradygmatem pozytywistycznym (strukturalnym), jak i humani-
stycznym (interpretatywnym) mozna korzysta¢ z Big Data jako metody eksplo-
racyjnej, heurystycznej czy pomocniczej w ramach stosowania triangulacji me-
tod i technik badan spotecznych.

Podobne zastosowanie Big Data w roznych dziedzinach nauki zaproponowat
Robert Kitchin. Te¢ potencjalng §ciezke rozwoju nauki nazywa on ,,nauka oparta
na danych”'?— ma by¢ to przeformutowanie sposobu jej uprawiania, w ktorym
zmieszajg si¢ abdukcja, dedukcja i indukcja. Inng, naszym zdaniem niepoko-
jaca, $ciezka rozwoju nauki moze by¢ empiryzm, czyli: ,,dane moéwia same za
siebie”!! (Kitchin 2014: 10). Bardzo stuszna wydaje sie krytyka Kitchina wobec
takiego podejscia (2014: 5-6):

« Strategia ,,N = all” jest taka tylko z pozoru. Zawsze badana jest jakiego$
rodzaju préba, chociazby z uwagi na ramy czasowe, a przy nieznanych
jej obciazeniach wycigganie wnioskow o calej populacji moze prowadzi¢
do powaznych bledoéw. Dane nie sg czysta reprezentacjg jakiego$ wycinka
rzeczywistosci — zbierane sg zawsze z pewnego punktu widzenia. Pomiary
s spotecznie konstruowane: bardzo silng i nieprzekraczalng ramg¢ tworza
decyzje o tym, co zapisywac i przechowywac.

10 Oryginalnie: ,,data-driven science” (thumaczenie wlasne).
1 Oryginalnie: ,,data can speak for themselves free of theory” (thumaczenie wlasne).
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* Big Data nie wzi¢to si¢ znikad, zatem to podejscie nie jest wolne od zato-
zen filozoficznych i ontologicznych. Reprezentacjami tych zatozen sg tech-
nologie magazynowania, przetwarzania i modelowania danych. Zatem ilu-
zja jest niestawianie hipotez, i uzyskiwanie wartosciowych informacji bez
zadawania pytan — one zostaly postawione wczesniej i ,,gdzie indziej” niz
si¢ wydaje.

* Dane nigdy nie przeméwia ,,same za siebie”. Za wynikami analiz stoja
zarébwno zastosowane technologie, aparat matematyczny, jak i wiedza po-
toczna analitykow (takze wtedy, gdy analizy sa zautomatyzowane). Wyniki
same w sobie nie maja zadnego znaczenia — interpretacj¢ np. dopasowania
modelu predykcyjnego wykonujg zawsze ludzie. Tym samym analiza da-
nych zawsze odbywa si¢ wewnatrz pewnej nieu§wiadomionej ramy, obcig-
zajacej uzyskiwane rezultaty.

+ Ignorowanie teorii substancjalnych, szczeg6lnie w przypadku gdy badane
sa zachowania ludzi, prowadzi do bardzo ograniczonych wnioskow, nie
uwzgledniajac miedzy innymi kontekstu kulturowego czy politycznego.
Koncentracja na szukaniu w zbiorze danych wszelkich zalezno$ci prowa-
dzi zazwyczaj do wnioskéw powierzchownych, trywialnych, badz bezsen-
sownych, bedacych skutkiem ,,odkrycia” zwigzkéw pozornych.

Wsrdd entuzjastow Big Data, szczegdlnie w zastosowaniach biznesowych,
bez watpienia dominuje empiryzm. Za wazne zadanie wspolczesnej socjologii
uznajemy zatem krytyczne podejscie do Big Data, demaskowanie uwodziciel-
skich ,,obietnic” o dostarczaniu obiektywnej prawdy o $wiecie oraz rozsadne
korzystanie z wynikéw analiz tego rodzaju w dziatalno$ci naukowe;.

Podsumowanie

Po pierwsze, Big Data to zjawisko technologiczne. Dane o wtasno$ciach 3Vs
(czy poszerzone 5Vs), zrodta danych, sposoby przechowywania, przetwarza-
nia i analizy danych rozpatrywane sa nierzadko jako technologiczne osiggnigcia
badz problemy do rozwigzania.

Po drugie, to zjawisko ekonomiczne — nie bez przyczyny w kolejnych defi-
nicjach Big Data dodano nastgpne V jak Value, czyli warto$¢ rozumiang jako
potencjat biznesowy, mozliwosci generowania zyskow i przewagi konkuren-
cyjnej dzieki informacjom wydobytym z danych. Firmy nie tylko zwyczajnie
zarabiaja na rezultatach Big Data — moéwi si¢ takze o zmianie modelu biz-
nesowego. Dawniej dziaty analityczne firm dostarczaly raczej informacji za-
rzadowi na zasadzie przekazywania glowie, co robig konczyny (Minelli i inni
2013, przedmowa). W erze Big Data firma ma by¢ inteligentna, reagowa¢ na-
tychmiast na rézne sygnaly z otoczenia: ,,b¢dziemy tworzy¢ firmy bystrzejsze
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i reagujace szybciej niz ludzie, ktorzy te firmy prowadza” (Minelli i inni 2013,
s. XVII).

Staralismy sie przede wszystkim wskaza¢, ze Big Data to zjawisko niejako
epistemologiczne — w poréwnaniu z dominujacym, szczegdlnie w naukach przy-
rodniczych podejsciem pozytywistycznym, mamy tu raczej do czynienia z od-
miennymi zatozeniami i metodami badan. Taki skrajny empiryzm, proponowa-
ny przez entuzjastow Big Data, wydaje si¢ niepokojaco atrakcyjny — szczegdlnie
dla biznesu. To powtarzane ,,co? zamiast dlaczego?” nieodmiennie kojarzy nam
si¢ z pochodzacym z memow internetowych hastem ,,jezeli co$ jest ghipie, ale
dziala, to nie jest glhupie”. Sadzimy, ze tak pojeta pragmatycznos$¢ stwarza szereg
zagrozen, w tym etycznych: podobno opracowywany jest algorytm majgcy sza-
cowac¢ prawdopodobienstwo popetnienia przestgpstwa przez konkretng osobe
—ma to na celu zatrzymywanie, a by¢ moze skazanie osoby, zanim (sic!) popet-
ni niebezpieczny czyn (Cukier i Mayer-Schonberger 2014). Ograniczajac si¢ do
zagadnien metodologicznych wymienmy chociazby ryzyko ,,odkrywania” za-
lezno$ci pozornych, prowadzacych do blednych wnioskéw i decyzji. Temu oraz
podobnym problemom po§wiecona jest w cato§ci wspomniana praca Nate’a Si-
lvera Sygnat i szum (2014). Natkng¢lismy si¢ na nawiazujaca do problemu zalez-
nosci pozornych dyskusje w komentarzach pod artykutem zamieszczonym na
portalu http://www.datasciencecentral.com. Jeden z wypowiadajacych si¢ — Ste-
ve — prawdopodobnie praktyk data science, uzyt terminu ,,apofenia”. Jego zda-
niem: ,,Apofenia to dostrzeganie znaczacych schematéw badz zwigzkéw w da-
nych przypadkowych czy bezsensownych. Wazna cze$¢ pracy Data Scientist
w erze Big Data to pomoc w odréznianiu apofenii od znaczacych zjawisk™ (da-
tasciencecentral.com). Taki gtos rozumiemy jako przeciwny skrajnemu empiry-
zmowi. Jak wskazywaliSmy wczesniej, epistemologiczne ,,obietnice” Big Data
sg wlasciwie niemozliwe do spetnienia. Szczegdlnie, kiedy przedmiotem analiz
sa zachowania ludzi, stosowanie jedynie Big Data prowadzi do bardzo powierz-
chownych wynikow.

Sadzimy, ze §wiat nauki moze z powodzeniem korzysta¢ z potencjatu Big
Data, przy $wiadomosci ograniczen tego podej$cia. W naukach spolecznych
wartosciowe wydaje sie¢ wigczanie elementéw Big Data zarowno do analiz pro-
wadzonych w paradygmacie pozytywistycznym (strukturalnym), jak i huma-
nistycznym (interpretatywnym) w ramach triangulacji metod i technik. Sadzi-
my, ze przedstawiciele nauk spolecznych powinni rozwija¢ swoje kompetencje
w postugiwaniu si¢ Big Data i wspotpracowac z data scientists, a takze kryty-
kowac i podwazaé to podejscie, ujawniaé i dyskutowacé stojgce za nim, glteboko
ukryte zatozenia.

Big Data to bez watpienia takze zjawisko spoteczne. Z perspektywy np. so-
cjologii wiedzy mozna by spojrze¢ na caty proces: od generowania danych przez
ich przetwarzanie do wykorzystania i wdrozenia. W ramach socjologii kultury
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czy socjologii organizacji rowniez pojawia si¢ szereg tematow: od strachu przed
byciem inwigilowanym czy okradanym do wladzy i zysku, jaki umozliwia-
ja trafne prognozy. Jako zjawisko spoteczne mozna réwniez rozpatrywaé owa
szeroka rewolucje, jakg Big Data ma nies¢. Materialem do analizy jako$ciowe;j
mozna by uczyni¢ takie wypowiedzi, jak np. Drew Conwaya (firma Project Flo-
rida): ,,Big Data to ruch kulturowy, za pomoca ktérego kontynuujemy odkrywa-
nie tego, jak ludzkos$¢ i swiat oddziatujg na siebie nawzajem”, czy tez Daniela
Gillicka (firma Google): ,,Big Data reprezentuje zmiane¢ kulturows, ktora pole-
ga na tym, ze coraz wigcej decyzji podejmowanych jest za pomoca algorytmow
dziatajacych na podstawie udokumentowanych, niezmiennych dowodow” (Dut-
cher 2014). Analizie mozna by takze podda¢ np. calg ksigzke wielokrotnie tu
przywolywanej pary Cukier i Mayer-Schonberger. Ta wyjatkowo entuzjastyczna
wobec Big Data publikacja stanowi potencjalnie bardzo warto$ciowy materiat
do analizy dyskursu o tytutowym zjawisku.

Na gruncie polskim Big Data jako zjawisko spoteczne zainteresowato gtow-
nie dwoch uczonych: wspomnianego juz Lukasza Iwasinskiego oraz Kazimie-
rza Krzysztofka. Iwasinski postrzega zjawisko — a wlasciwie jego czes$¢, dane-
tyzacje — jako spoteczne zagrozenie na trzech ptaszczyznach (Iwasinski 2016:
139):

* postgpujacej inwigilacji i utraty prywatnosci,

* kolonizowania przez rynek coraz drobniejszych elementow doswiadczenia

cztowieka i §wiata spotecznego,

« fetyszyzacji danych i reifikacji rzeczywistosci spoteczne;.

O ile pierwsze dwa z wymienionych zagrozen sg dos¢ typowe — mozna by je
sprowadzi¢ do Big Data = Big Brother i narzekania na ,,zly” kapitalizm — o tyle
trzecie jest bardzo trafne. Autor stusznie zauwaza, ze zarowno dane, jak i algo-
rytmy przetwarzajgce je w informacje sg konstruowane spotecznie, nie zas$ obiek-
tywnie prawdziwe. Tym samym nalezy zawsze korzysta¢ z nich krytycznie. Za-
grozeniem jest zatem traktowanie wynikow Big Data jako ostatecznej wyktadni
prawdy. Problem ten zglebil Krzysztofek (2012) — jego zdaniem ludzie przeka-
zuja wladze zbierania obserwacji i ich analizy technologiom z dwoch powodow.
Ot6z ludzki mdzg nie wystarcza do wykonania tak duzych i ztozonych analiz;
co wazniejsze, zawierzenie technologiom jest wygodne, zwalnia z wysitku po-
znawczego, i czgsciowo z odpowiedzialnosci za skutek decyzji podjetych na
podstawie wynikow Big Data. Krzysztofek w innym tek$cie (2015) stwierdzit,
ze ,,W przewazajacej wickszosci wspotczesny cztowiek nie rozumie technolo-
gii, jakimi si¢ postuguje, sg one dlan czarng skrzynka” (Krzysztofek 2015: 11).
Ptynace stad zagrozenia to zar6wno bezrobocie technologiczne, jak tez rosnace
nierownosci spoteczne. Coraz bardziej inteligentne maszyny — a sztuczna inte-
ligencja jest niczym innym niz dostosowywaniem si¢ poprzez ocen¢ prawdo-
podobienstwa uzyskiwana z danych w czasie rzeczywistym — przejmuja prace
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ludzi juz nie tylko w produkcji, ale i ustugach. Technologie wyprzedzaja roz-
woj duzej czgsci ludzkosci, a przy tym ,,nie przejmuja si¢” tym rozwojem. Cele
rozwoju technologii nie s zdaniem Krzysztotka celami uwzgledniajacymi po-
trzeby 1 cechy cztowieka, a nastawionymi na potrzeby i cechy uktadu czto-
wiek—maszyna (Krzysztofek 2015). Moze nawet maszyna—maszyna: na tym
polega omawiany krétko Internet rzeczy. Co do nierownosci, to maja one natu-
r¢ intelektualng, tzn. niewielu bedzie/jest ludzi, ktorzy beda/sa ,,madrzejsi” od
maszyn, a wielu ,,ghupszych”, i w jakims$ sensie podporzadkowanych (Krzysz-
tofek 2015).

Mamy wrazenie, ze Big Data wcigz zyskuje na popularnosci i wzbudza za-
interesowanie, poniewaz wyjatkowo ,,pasuje” do wspotczesnego swiata: w tym
zjawisku jak w soczewce koncentrujg si¢ pewne charakterystyczne cechy
wspolczesnosci, okreslanej jako spoleczenstwo ponowoczesne, postindustrialne,
informacyjne, globalna wioska i neoliberalny kapitalizm. Te cechy to naszym
zdaniem: utylitaryzm, technokracja, dehumanizacja, szybkos$¢, elastycznos¢, na-
stawienie na zysk. Big Data jawi si¢ zatem jako co$ na ksztalt tajemniczego,
poteznego i przenikliwego bytu, bedacego potaczeniem superkomputera, szpie-
ga, szklanej kuli, wyroczni i kury znoszacej ztote jajka. Czyz nie jest to spet-
nieniem marzen? Kto z nas nie chce chociaz troche zmniejszy¢ niepewnosci ju-
tra? Uzyska¢ nieco wigcej spokoju? A przy tym zarobi¢ co nieco? Zjawisko Big
Data mozna wigc interpretowac jako pozornie trafng odpowiedz na wyzwania
ponowoczesnosci — przetadowanie informacjami, szybko$¢ zmian, pragnienie
konsumpcji, tonigcie w morzu mozliwosci; szeroko rozumiang ,,mozaikowos¢”
i,,plynno$¢” zycia, portretowana wielokrotnie przez migdzy innymi Zygmunta
Baumana (2007). Powyzsze rozwazania to oczywiscie tylko ,,wyobraznia so-
cjologiczna”; by zglebi¢ problematyke planujemy badania terenowe tytutowe-
go zjawiska, inspirowane etnografig laboratorium czy szerzej Studiami nad Na-
uka i Technika (Science and Technology Studies; STS) (por. Abriszewski 2010,
2012; Latour 2013). Sadzimy, ze warto spojrze¢ na zjawisko Big Data oczami
jego praktykow.
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The Potential of Big Data in Social Research
Summary

The problem was taken up by the epistemological promises emerging among
the Big Data enthusiasts. There have been discussions about the use of Big Data as
a method or a technique for social research. Also, the promises mentioned above and
the common ‘the end of experts’ slogan were criticised. Conclusions concern cognitive
opportunities and risks, especially in the social sciences. It was considered that Big
Data could be known as a knowledge acquisition tool. However, a strong sceptical
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approach is necessary. For sociologists, exploring the phenomenon itself is valuable
for understanding the information society. The possible direction of future Big Data
research is also indicated.
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